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基于深度强化学习的蜂窝网资源分配算法 
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摘  要：针对蜂窝网资源分配多目标优化问题，提出了一种基于深度强化学习的蜂窝网资源分配算法。首先构建

深度神经网络（DNN），优化蜂窝系统的传输速率，完成算法的前向传输过程；然后将能量效率作为奖惩值，采

用 Q-learning 机制来构建误差函数，利用梯度下降法来训练 DNN 的权值，完成算法的反向训练过程。仿真结果

表明，所提出的算法可以自主设置资源分配方案的偏重程度，收敛速度快，在传输速率和系统能耗的优化方面明

显优于其他算法。 
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Abstract: In order to solve multi-objective optimization problem, a resource allocation algorithm based on deep rein-
forcement learning in cellular networks was proposed. Firstly, deep neural network (DNN) was built to optimize the 
transmission rate of cellular system and to complete the forward transmission process of the algorithm. Then, the 
Q-learning mechanism was utilized to construct the error function, which used energy efficiency as the rewards. The gra-
dient descent method was used to train the weights of DNN, and the reverse training process of the algorithm was com-
pleted. The simulation results show that the proposed algorithm can determine optimization extent of optimal resource 
allocation scheme with rapid convergence ability, it is obviously superior to the other algorithms in terms of transmission 
rate and system energy consumption optimization.   
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1  引言 

随着无线网络中通信设备数量的急剧增加和

业务需求的多样化，有限的频谱资源与人们日益增

长的无线频谱需求之间的矛盾日渐突出和加剧。当

前无线通信领域面临着智能化、宽带化、多元化、

综合化等诸多技术挑战，无线网络环境变得日益复

杂多样和动态多变，此外，绿色网络和智慧网络等

新概念的提出，使频谱资源管理的优化目标日趋多

样化，因此，如何优化频谱利用，最大限度地实现
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频谱资源的高效管理是当前急需解决的重点问题。 
传统蜂窝网资源分配方法主要有博弈理论、拍

卖机制、图论着色理论、遗传算法等。Huang 等[1]

将博弈理论应用于小区间蜂窝网的频谱分配，假设

基站预先获得且共享信道状态信息（CSI，channel 
state information），将 2 个通信设备放置于相邻小区

的重叠区域，采用静态重复的古诺博弈模型来求解

纳什均衡解，获得最优的频谱效率，仿真模拟 3 种

典型场景，通过求解一系列优化方程式来获得最优

分配策略。Wang 等[2]提出了一种安全的频谱拍卖机

制，该机制综合考虑频谱属性和拍卖特性，采用自

适应竞价、信息加密和拍卖协议等方式，在提高频

谱利用率的同时，极大地提升频谱拍卖机制的安全

性。Yang 等[3]采用图论着色理论对全双工设备到设

备（D2D，device-to-device）蜂窝网进行频谱和功

率分配，构造干扰感知图，提出了一种基于图论着

色理论的资源共享方案，该方案以网络吞吐量为优

化目标，算法收敛速度快，时间复杂度低。Takshi
等[4]基于遗传算法实现 D2D 蜂窝网中的频谱和功

率分配，通过同时搜索不同区间，获得全局最优的

频谱效率和干扰性能，而且蜂窝网用户的信干噪比

保持最低，对 D2D 用户数量没有限制，并且采用信

道预测方法来减少 CSI 信息的过载，算法具有较强的

搜索性能。然而，随着未来无线网络向高密集、大数

据、动态化、多目标优化等方向发展，传统的蜂窝网

资源分配方法不再适用，例如，传统方法主要进行静

态优化，很难适应动态变化的环境；当多目标优化问

题为 NP-hard 问题时，求解困难；没有发挥出大数据

优势，无法充分挖掘隐藏在数据中的信息等。 
当前，以机器学习、深度学习为代表的新一代

人工智能技术已广泛应用于医疗、教育、交通、安

防、智能家居等领域，从最初的算法驱动逐渐向数

据、算法和算力的复合驱动转变，有效地解决了各

类问题，取得了显著成效。目前，机器学习在无线

资源分配的研究还处于早期探索阶段。例如，文献

[5]提出采用深度学习方法对 LTE 中未授权频谱进

行预分配，利用长短期记忆（LSTM，long short-term 
memory）神经网络来学习历史经验信息，并利用学

习训练好的LSTM网络对未来某一窗口的频谱状态

进行预测；文献[6]采用深度神经网络（DNN，deep 
neural network）对认知无线电中次用户使用的频谱

资源和传输功率进行分配，最大化次用户频谱效率

的同时，尽可能地减少对主用户造成的干扰；文献

[7]将卫星系统中的动态信道分配问题建模成马尔

可夫决策过程，采用深度卷积神经网络提取有用特

征，对信道进行动态分配，有效地减少阻塞率，提

高了频谱效率。目前，机器学习方法可以充分利用

大数据的优势，模拟人类的学习行为，挖掘数据隐

藏信息，以获取新的知识，然后对已有的知识结构

进行重组，不断地改善自身的性能。此外，机器学

习还可以实现动态实时交互，具有很强的泛化能

力，在无线资源分配应用中凸显优势。 
本文考虑优化蜂窝网的传输速率和系统能耗，

基于深度强化学习提出了一种全新的蜂窝网资源

分配算法，该算法分为两部分，即前向传输过程和

反向训练过程。在前向传输过程中，考虑优化蜂窝

网传输速率，采用增广拉格朗日乘子法，构建频率

分配、功率分配和拉格朗日乘子的迭代更新数据

流，在此基础上，构造 DNN。在反向训练过程中，

将能量效率作为奖惩值，构建误差函数来反向训练

DNN 的权值。前向传输过程和反向训练过程反复迭

代，直到满足收敛条件时，输出最优资源分配方案。

本文所提算法可以通过调整误差函数中的折扣因

子来自主设置频谱分配策略的偏重程度，收敛速度

快，在传输速率和系统能耗的优化方面明显优于其

他算法，能够有效地解决多目标优化问题。 

2  系统模型 

考虑蜂窝网的下行链路，假设蜂窝移动通信系

统中有 M 个微基站和 N 个授权移动用户，用户随机

分布在小区内，所有基站和用户都为单天线系统。

在每个小区内采用正交频分复用（OFDM，orthogonal 
frequency division multiplexing），每个频率只分配给

一个用户使用，其他小区可以重复使用频率，即采

用完全频率重用方案，因此从实际出发，综合考虑

蜂窝网中所有基站对移动用户造成的干扰情况。系

统采用集中式控制，信道增益、噪声功率等精确信

道状态信息未知，每个授权移动用户仅将位置信息、

干扰和传输速率通过导频信号传输给中心控制节

点，由中心控制节点制定频谱分配方案。为了建设

绿色网络，系统在最大化传输速率的过程中，还需

要考虑能耗问题，具体的系统模型如图 1 所示。 
假设 m={1,2,…,M} 表示微基站的集合，

n={1,2,…,N}表示移动用户的集合，k={1,2,…,K}表
示可用频率的集合。基站 m 中的移动用户 n 使用频

率 k 通信时，干扰信号为 

2019002-2



第 2 期 廖晓闽等：基于深度强化学习的蜂窝网资源分配算法 ·13· 

 

 
2

, , , , ,
1, 1

M N
k k k k
m n i j i j i j i n

i i m j
I L D p h

= ≠ =

= ∑ ∑  (1) 

 
图 1  系统模型 

其中， ,i jL 表示移动用户 j 与基站 i 的接入关系，若

移动用户 j 接入基站 i，则 , 1i jL = ，反之 ,i jL =0； ,
k
i jD

表示基站 i 内频率 k 的分配情况，若基站 i 把频率 k
分给移动用户 j，则 , 1k

i jD = ，反之 , 0k
i jD = ； ,

k
i jp 表

示基站 i 使用频率 k 与用户 j 通信时的功率； ,
k
i nh 表

示基站 i 使用频率 k 与用户 n 通信时的信道增益。 
系统总体的传输速率可以表示为 
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其中， 2
,m nσ 表示基站 m 与用户 n 通信时的噪声。 

采用文献[8]提出的能量效率来衡量系统能耗，即

将每焦耳的能量最多能携带多少比特（单位为 bit/J）
作为衡量标准，则系统总体的能量效率可以表示为 
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其中， ,
k
m nB 表示基站 m 使用频率 k 与用户 n 通信时

的带宽。 
根据系统优化目标，在基站子载波发射功率之

和满足最大发射功率约束的条件下，要解决的多目

标优化问题描述如式(4)~式(6)所示。 
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其中， max
mP 表示基站 m 的最大发射功率。   

3  基于深度强化学习的资源分配算法 

本文除了考虑传输速率外，还综合考虑能

耗，于是资源分配问题变成了 NP-hard 问题，难

以求得最优解。目前研究热点是将该问题转化为

求解其次优解，但是求解复杂度高，影响系统运

行效率[9]，本文采用深度强化学习方法来求解该

问题。 
3.1  算法框架 

深度强化学习将深度学习的感知能力和强化学

习的决策能力相结合，不断以试错的方式与环境进

行交互，通过最大化累积奖赏的方式来获得最优策

略[10]。本文采用深度 Q 网络（DQN，deep Q-network）
来具体求解资源分配问题，核心思想是将值网络作

为评判模块，基于值网络来遍历当前观测状态下的

各种动作，与环境进行实时交互，将状态、动作和

奖惩值存储在记忆单元中，采用 Q-learning 算法来反

复训练值网络，最后选择能获得最大价值的动作作

为输出。基于深度强化学习的资源分配算法的基本

框架如图 2 所示。 

 
图 2  基于深度强化学习的资源分配算法的基本框架 

在图 2 中， ts 为算法进行到第 t(t=1,2,...,T)步时

所对应的观测， ta 为观测 ts 下所执行的动作， tr 为
观测 ts 下执行动作 ta 后，所获取的奖赏/惩罚，值网

络采用 DNN 来描述，即将 DNN 作为动作状态值函

数 ( , )t tQ s a 。 

算法采用Q-learning学习机制[11]，主要根据如式(7)
所示的迭代式来实现动作状态值函数的优化学习。 
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其中， kα 是学习速率， 0,1γ ∈（ ）为折扣因子， 's 为

执行动作 ta 后获得的观测值，a′为动作集合∧中使

得第 k 次迭代下的动作状态值函数在观测值 's 下可

执行的动作。从式(7)可以看出，要实现动作状态值

函数的逼近，即 
 1( , ) ( , )k t t k t tQ s a Q s a+ ≈  (8) 

则 max ( , ) ( , ) 0t k k t ta
r Q s a Q s aγ

′∈∧
′ ′+ − → 。对于每一次

迭代 k，可以通过最小化如式(9)所示的目标函数来

实现参数更新。 
   min min( max ( , ) ( , ))t k k t ta

E r Q s a Q s a
′∈∧

′ ′= + −γ  (9) 

因此，本文将式（9）作为误差函数，通过求

解误差梯度，即采用梯度下降法来更新 DNN 中的

参数，求得动作状态值函数的最优解。 
3.2  算法流程 

对于系统模型中给出的多目标优化问题，基于

深度强化学习的资源分配算法主要分成 2 个过程来

求解，分别是前向传输过程和反向训练过程。在前

向传输过程中，本文以传输速率最大化为优化目标，

利用式(4)和式(6)构造 DNN；在反向训练过程中，将

能量效率作为奖惩值，利用式(9)来反向训练 DNN。 
3.2.1  前向传输过程 

构造 DNN 是前向传输过程的核心，主要分成

以下 7 个步骤。 

1) 考虑到每个微基站在所有信道上的发射功

率之和不能超过其最大发射功率，依据式(4)和式(6)，
系统传输速率最优化问题表示为 
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2) 采用增广拉格朗日乘子法将约束优化问题

转化为无约束优化问题，构造的增广拉格朗日函数

表示为 
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其中， m{ , {1,2, , }}m M= ∀ ∈μ μ 为拉格朗日乘子，

η 为惩罚因子，从而把求解约束优化问题转化为求

解无约束优化问题，即 

 , ,min ( , , , )k k
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3) 构造的增广拉格朗日函数分别对 ,
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求得的 ,
k
m nD 和 ,

k
m np 迭代方程式如式（15）所示。 
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此外，拉格朗日乘子迭代方程式为 
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4) 将移动用户与基站的接入关系 ,m nL 和移动

用户干扰信息 ,
k
m nI 作为输入，各基站内频率分配

,
k
m nD 、功率分配 ,

k
i np 和拉格朗日乘子 mμ 根据式(15)

和式(16)，依次迭代，形成如下数据流。 
(1) (1) (1) (2) (2) (2)
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m n m n m m n m n

L I D p D p

D p D p

μ μ

μ

→ → → → → → →

→ → → → → →
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5) 根据迭代更新数据流来构造 DNN，如图 3 所

示。DNN 包括输入层、频率分配层、功率分配层、

乘子层和输出层，深度取决于频率分配 ,
k
m nD 、功率分

配 ,
k
i np 和拉格朗日乘子 mμ 的迭代更新次数。DNN 中

频率分配层和功率分配层的权值参数为信道增益 ,
k
m nh

和噪声 2
,m nσ ；非线性转换函数分别为频率分配 ,

k
m nD 、

功率分配 ,
k
i np 和拉格朗日乘子 mμ 的迭代更新方程式。 

6) 初始化 DNN 的权值参数，即将信道增益

,
k
m nh 初始化为瑞利分布，将噪声 2

,m nσ 初始化为高斯

白噪声。 
7) 在时刻 t ，将观测到的蜂窝网用户接入信息

,m nL 和干扰信息 ,
k
m nI 作为 DNN 的输入，设定阈值 Dθ 、

pθ 和最大迭代更新次数 1Q ，经过 DNN 的前向传输

后，当 ( 1) ( )
, ,

k l k l
m n m n DD D θ+ − < 且 ( 1) ( )

, ,
k l k l
m n m n pp p θ+ − < 时，

或迭代更新次数达到最大迭代更新次数 1Q 时，在输

出层输出一组数值，每一个数值对应一种频谱分配

方案和功率分配方案，从输出的数值中寻找出最

大数值，并将最大数值 max ( , , , )k k k
m,n m,n m,n m,nQ L I D p

所对应的频率分配方案 ,
k
m nD 和功率分配方案 ,

k
m np

作为时刻 t 的资源分配策略。 
3.2.2  反向训练过程 

构造误差函数来训练 DNN 是反向训练过程的

核心，主要分成以下 5 个步骤。 
1) 在执行频率分配方案 ,

k
m nD 和功率分配方案

,
k
m np 后，观测系统能量效率，将能量效率作为奖惩

值，即 

 

2

, , , ,
, 2

, ,

1 1 1 ,

lb 1
k k k

m n m n m n m nk
m n k

M N K m n m n

t k
m n k m n

L D p h
B

I
r H

p= = =

⎛ ⎞
⎜ ⎟+
⎜ ⎟+
⎝ ⎠= =∑∑∑

σ
 (17) 

2) 观测蜂窝网用户接入信息 (')
,m nL 和干扰信息

(')
,

k
m nI ，重新输入 DNN，经过 DNN 前向传输后，采

取同样方法，从输出层输出的数值中寻找最大数

值，将最大数值 (') (') (') (')max ( , , , )k k k
m,n m,n m,n m,nQ L I D p 所对应的

频谱分配方案 (')
,

k
m nD 和功率分配方案 (')

,
k
m np 作为时刻

1t + 的资源分配策略。需要注意的是，在资源分配

策略形成过程中用户接入信息被认为是固定不变

的信息，即时刻 1t + 观测到的用户接入信息 (')
,m nL 与

时刻 t 观测到的用户接入信息 ,m nL 相同。 

3) 依据式(9)，构建如式(18)所示的误差函数。 

 
(') (') (') (')

, , , ,

, , , ,

max ( , , , )

( , , , )

k k k
t k m n m n m n m n

k k k
k m n m n m n m n

E r Q L I D p

Q L I D p

= + −γ
 

(18)
 

其中，折扣因子 [0,1]γ ∈ 决定了资源分配策略偏重

程度，若采用反向传播算法使用损失函数 E 趋于最

小化，当 0γ → ，神经网络当前时刻输出的动作状

态值函数 , , , ,( , , , )k k k
k m n m n m n m nQ L I D p 趋近于奖惩值 rt，

即资源分配策略偏重于优化系统能量效率；当

1γ → ，奖惩值 rt 和神经网络下一时刻输出的动作

状态值函数 (') (') (') (')
, , , ,max ( , , , )k k k

k m n m n m n m nQ L I D p 占有同样的

比重，此时资源分配策略综合优化系统能量效率和

传输速率。 
4) 设定阈值 Eθ ，将损失函数值 E 与阈值 Eθ 进

行比较。若损失函数值 EE θ≥ ，则执行 5)，否则，

将选定的频谱分配方案 ,
k
m nD 和功率分配方案 ,

k
m np 作

为最优资源管理策略，完成蜂窝网资源分配。 
5) 采用反向传播算法，使损失函数值 E 趋于最

小化，沿着损失函数梯度下降方向逐层修正信道增

益 ,
k
m nh 和噪声 2

,m nσ ，若 DNN 的权值参数更新次数达

到限定的最大次数 2Q ，则将获得的频谱分配方案

,
k
m nD 和功率分配方案 ,

k
m np 作为最优资源分配策略，

完成蜂窝网资源分配，否则，修正好 DNN 的权值

后，继续执行 DNN 的前向传输操作。 

图 3  DNN 的基本架构 
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以图 3 中神经元 (l)
,

k
m np 为例，该神经元包含 2 个

输入，即 ( 1)l
mμ
− 和 ( )

,
k l
m nD ，该神经元的输出作为神经

元 ( )l
mμ 和 ( 1)

,
k l
m nD + 的输入。对于神经元 ( )

,
k l
m np ，误差函

数关于权值修正的梯度为 

 

( )
,

( ) ( ) ( )
, , ,

( )
,

2( ) ( ) 2( )
, , ,

k l
m n

k l k l k l
m n m n m n

k l
m n

l k l l
m n m n m n

pE E
h p h

pE E
pσ σ

⎧ ∂∂ ∂
=⎪

∂ ∂ ∂⎪
⎨

∂∂ ∂⎪ =⎪∂ ∂ ∂⎩

   (19) 

其中，
( )
,
( )
,

k l
m n
k l
m n

p
h
∂

∂
通过式(15)求得， ( )

,
k l
m n

E
p
∂
∂

通过式(20)

计算。 

 
( 1)( )
,

( ) ( ) ( ) ( 1) ( )
, , , ,

k ll
m nm

k l l k l k l k l
m n m m n m n m n

DE E E
p p D p

μ
μ

+

+

∂∂∂ ∂ ∂
= +

∂ ∂ ∂ ∂ ∂
  (20) 

其中， ( )l
m

E
μ
∂
∂

和 ( 1)
,

k l
m n

E
D +

∂
∂ ，

通过式(17)和式(18)求得，

( )
,
( )
,

k l
m n
k l
m n

D
p

∂

∂
和

( )

( )
,

l
m

k l
m np
μ∂

∂
通过式(15)和式(16)求得。 

求得误差函数关于权值修正的梯度后，利用

式(21)更新 DNN 的权值 ( )
,

k l
m nh 和 2( )

,
l

m nσ 。 

 

( ) ( )
, , ( )

,

2( ) 2( )
, , 2( )

,

k l k l
m n m n k l

m n

l l
m n m n l

m n

Eh h
h

E

∂⎧ ← −⎪ ∂⎪
⎨ ∂⎪ ← −
⎪⎩

λ

σ σ λ
σ

 (21) 

其中，λ为学习速率。 

4  仿真与分析 

本文分别仿真分析了折扣因子对蜂窝网资源分

配策略、基于深度强化学习的资源分配算法的收敛性

和性能的影响，采用蒙特卡洛方法重复执行 1 000 次，

然后对结果取平均值。在每一次算法执行过程中，蜂

窝用户均随机分布在系统中，仿真参数如表 1 所示。 

表 1 仿真参数 

参数 取值 

微基站/个 3 

小区半径/m 200 

微基站的最大发射功率/dBm 38 

载波频率/GHz 2.0 

子信道带宽/kHz 180 

可用信道数/个 0~8 

移动用户数/个 10 

首先，分析折扣因子对资源分配策略的影响。

将可用子载波数设为 4，图 4仿真了折扣因子在[0,1]
内的取值情况，显示了折扣因子对蜂窝网资源分配

策略的影响情况，当折扣因子取值为 0 时，资源分

配策略偏重于奖惩值，即偏重优化能量效率，此时

获得的能量效率最高，传输速率最低。随着折扣因

子增大，误差函数 E 中，动作状态值函数占有比重

越来越大，资源分配策略所获得的传输速率越来越

高，能量效率越来越低。当折扣因子取值为 1 时，

系统获得的传输速率最高，能量效率最低。因此，

在仿真过程中，可以根据资源分配策略的偏重程度

来合理设置折扣因子。 

 
图 4  折扣因子对资源分配策略的影响 

其次，分析算法收敛性。将可用子载波数

设为 4，算法运算速度取决于 DNN 深度和反

向训练 DNN 的次数。设定阈值 0.01D pθ θ= = ，

图 5 显示了 DNN 的深度。当 DNN 的深度为 6
时，差值 (6) (5)

, , 0.01k k
m n m nD D− < 且 (6) (5)

, , 0.01k k
m n m np p− < ，

DNN 输出频率分配方案和功率分配方案。设定阈值 

 
图 5  DNN 的深度 

2019002-6



第 2 期 廖晓闽等：基于深度强化学习的蜂窝网资源分配算法 ·17· 

 

0.001Eθ = ，图 6 显示了反向训练 DNN 的次数。

当反向训练次数达 5 次时， 0.001E < ，反向训练

过程结束，输出最优的频率分配方案和功率分配

方案。 

 
图 6  DNN 的反向训练次数 

最后，分析算法性能。通过改变子信道数，将

本文提出的算法分别从传输速率和能量效率两方

面与随机分配算法、贪婪算法进行比较。图 7 和图

8 分别给出了传输速率和能量效率比较结果。可以

看出，当折扣因子为 1 时，本文提出算法得到的资

源分配策略偏重于优化传输速率，系统获得的传输

速率接近于贪婪算法，但是获得的能量效率高于贪

婪算法；虽然获得的能量效率低于随机分配算法，

但是传输速率高于随机分配算法。当折扣因子为 0
时，本文提出算法得到的资源分配策略偏重于优化

能量效率，即奖惩值，虽然系统获得的传输速率相

对较低，但是系统获得的能量效率高于贪婪算法和

随机分配算法。 

 
图 7  传输速率 

 
图 8  能量效率 

5  结束语 

为了提高蜂窝网传输速率的同时，尽可能地

增大能量效率，本文讨论了蜂窝网中的资源分配

问题，提出了一种基于深度强化学习的蜂窝网资

源分配算法，该算法包括前向传输和反向训练

2 个过程。在前向传输过程中，主要构建 DNN，

以最优化传输速率；在反向训练过程中，将能量效

率作为奖惩值，采用 Q-learning 机制来构建误差函

数，反向训练 DNN 中的权值参数。仿真结果显示，

本文提出的算法可以通过设置折扣因子，自主选择

资源分配策略的偏重程度，收敛速度快，在传输速

率和系统能耗优化方面都明显优于其他算法，有效

地解决了蜂窝网资源分配多目标优化问题。 
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